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Why	
  bias	
  in	
  DA	
  and	
  short	
  9me	
  
forecasts	
  maWer?	
  	
  

To	
  men9on	
  a	
  few	
  reasons	
  
•  (Re)	
  analyses	
  are	
  generated	
  in	
  the	
  DA	
  process.	
  	
  
Forecast	
  bias	
  es9ma9ons	
  oZen	
  rely	
  on	
  them.	
  

•  Origin	
  of	
  systema9c	
  errors	
  in	
  long-­‐range	
  
predic9ons	
  can	
  be	
  tracked	
  down	
  to	
  small	
  
systema9c	
  errors	
  at	
  short	
  forecast	
  lead	
  9mes.	
  

•  A0ribu3on.	
  Generally	
  it	
  is	
  easier	
  to	
  isolate	
  the	
  
physical	
  processes	
  misrepresented	
  at	
  short	
  lead	
  
9mes.	
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Numerical	
  Weather	
  Predic9on	
  System	
  

Raw	
  forecasts	
  

Diagnos9c	
  variables	
  	
  
In	
  par9cular	
  surface	
  variables:	
  Pcpt,	
  2mT,	
  surface	
  winds,	
  etc.	
  	
  

Model	
  9me	
  integra9on	
  
ζ,	
  δ,	
  θ,	
  q,	
  logPs,	
  cloud	
  condensate	
  

Data	
  Assimila9on	
  
Either	
  bias-­‐blind	
  or	
  bias-­‐aware	
  schemes	
  

Determinis9c	
  

hWp://www.emc.ncep.noaa.gov/index.php?
branch=GFS	
  

Interpola9ons	
  

Interpola9ons,	
  couplings	
  

Interpola9ons	
  (e.g.	
  na9ve	
  grid	
  to	
  constant	
  pressure)	
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Numerical	
  Climate	
  Predic9on	
  System	
  

Raw	
  forecasts	
  
Ensembles	
  can	
  be	
  formed	
  by	
  collec9ng	
  runs	
  previously	
  ini9alized	
  (lagged	
  approach)	
  

Diagnos9c	
  surface	
  variables	
  	
  
Pcpt,	
  2mT,	
  surface	
  winds	
  etc.	
  

Coupled	
  model	
  9me	
  integra9on	
  
Dynamical	
  variables	
  

DA	
  scheme	
  for	
  each	
  climate	
  model	
  component	
  
Either	
  bias-­‐blind	
  or	
  bias-­‐aware	
  schemes	
  

Weakly	
  coupled	
  

Interpola9ons	
  

Interpola9ons,	
  couplings	
  

Interpola9ons	
  

For	
  forecast	
  9mes	
  of	
  weeks	
  and	
  months	
  into	
  the	
  future	
  probabilis9c	
  forecasts	
  are	
  all	
  that	
  can	
  be	
  
aWempted	
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Numerical	
  Ensemble	
  Predic9on	
  System	
  

Raw	
  ensemble	
  forecasts	
  
Look	
  so	
  realis9c	
  that	
  some	
  people	
  use	
  them	
  at	
  face-­‐value	
  

Ensemble	
  diagnos9c	
  surface	
  variables	
  	
  
Pcpt,	
  2mT,	
  surface	
  winds	
  etc.	
  

Mul9ple	
  model	
  integra9ons	
  +	
  stochas9c	
  perturba9ons	
  
ζ,	
  δ,	
  θ,	
  q,	
  logPs,	
  cloud	
  condensate	
  

Hybrid	
  data	
  assimila9on	
  
Ensemble	
  of	
  analyses.	
  Addi9ve	
  and	
  mul9plica9ve	
  noise,	
  stochas9c	
  perturba9ons	
  

Ensemble-­‐Determinis9c	
  

Interpola9ons	
  

Interpola9ons,	
  couplings	
  

Interpola9ons	
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Forecast	
  bias	
  in	
  NWP	
  systems:	
  three	
  
general	
  ways	
  to	
  approach	
  it	
  

•  Direct	
  bias	
  mi3ga3on:	
  Get	
  the	
  bias	
  and	
  remove	
  it	
  
from	
  the	
  forecast.	
  Bias	
  es9ma9on	
  is	
  computed	
  off-­‐
line	
  or	
  on-­‐line	
  

•  Account	
  for	
  model	
  errors:	
  Add	
  missing	
  sub-­‐grid	
  
variability	
  to	
  forecasts.	
  Generally	
  in	
  combina9on	
  
with	
  ini9al	
  errors	
  in	
  the	
  ensembles	
  

•  Shadowing:	
  Find	
  orbit	
  in	
  the	
  model	
  aWractor	
  such	
  
that	
  its	
  evolu9on	
  maps	
  back	
  close	
  to	
  nature.	
  
Challenge	
  to	
  find	
  a	
  transforma9on	
  from	
  orbits	
  of	
  the	
  
forecast	
  model	
  to	
  orbits	
  in	
  nature.	
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Numerical	
  Stage	
   De-­‐biasing:	
  “get	
  the	
  bias	
  and	
  
remove	
  it”	
  

Represen3ng	
  errors:	
  
“Compensate	
  for	
  the	
  missing	
  
terms”	
  

Data	
  assimila9on	
   Bias	
  in	
  observa9ons	
  (Wu	
  and	
  
Derber	
  1998,	
  Y.	
  Zhu	
  2014)	
  
Bias	
  in	
  model	
  (Dee	
  and	
  DaSilva	
  
1998,	
  Dee	
  2005)	
  

Background	
  error	
  covariance	
  
infla9on	
  (Li	
  et	
  al	
  2009);	
  State-­‐space	
  
augmenta9on	
  (Baek	
  et	
  al	
  2006)	
  	
  

Post-­‐DA	
  ini9aliza9on	
   Vortex	
  reloca9on	
  (Liu,2010),	
  Field	
  
alignment	
  (Hoffman	
  et	
  al	
  2005,	
  
Ravela	
  et	
  al	
  2007	
  ),	
  flux	
  correc9on	
  
(Ji	
  et	
  al	
  1998)	
  

Ensemble	
  genera9on	
  and	
  centering	
  
(Toth	
  and	
  Kalnay,	
  Buizza	
  and	
  
Molteni,	
  Wang	
  and	
  Bishop),	
  Vortex	
  
reloca9on	
  	
  

Time	
  integra9on	
   Flux	
  correc9on,	
  nudging	
  (Saha	
  1992,	
  
DelSole	
  et	
  al	
  2007,	
  Danforth	
  et	
  al	
  
2008)	
  

Stochas9c	
  perturba9ons	
  (Buizza	
  
1999,	
  Hou	
  2006)	
  

Diagnos9c	
  variables	
   Balance	
  requirements	
  (Klinker	
  and	
  
Sardeshmukh	
  1992),	
  Parameter	
  
es9ma9on	
  methods	
  (KF,	
  NN)	
  

Stochas9c	
  perturba9ons	
  in	
  coupled	
  
systems	
  

Typical	
  evalua9on	
  
measures	
  

RMSE,	
  AC,	
  Bias=first	
  moment	
  SE	
   ROC,	
  CRPSS,	
  Talagrand	
  diagram	
  or	
  
reliability	
  diagram	
  to	
  detect	
  bias.	
  

Approaches*	
  

*	
  Not	
  comprehensive	
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Numerical	
  Stage	
   Shadowing	
  

Data	
  assimila9on	
   Pseudo-­‐Orbit	
  (Smith	
  1996,	
  Judd	
  and	
  Smith	
  
2001),	
  Mapping	
  (Toth	
  and	
  Peña	
  2006),	
  State	
  
space	
  augmenta9on	
  (Baek	
  et	
  al	
  2006),	
  Pseudo	
  
obs	
  (Carrassi	
  et	
  al	
  2014)	
  
	
  

Post-­‐DA	
  Ini9aliza9on	
   Anomaly	
  Ini9aliza9on	
  in	
  numerical	
  
climate	
  predic9on	
  systems	
  (Schneider	
  et	
  
al	
  1998,	
  Kirtman	
  et	
  al,	
  Magnussos	
  et	
  al	
  
2012)	
  	
  

Time	
  integra9on	
  

Diagnos9c	
  variables	
  

Typical	
  evalua9on	
  
measures	
  

Approaches*	
  

*	
  Not	
  comprehensive	
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Bias	
  correc9on	
  in	
  DA	
  schemes	
  
•  Bias	
  in	
  the	
  observing	
  system	
  
– Derber	
  and	
  Wu	
  1998,	
  Y.	
  Zhu	
  et	
  al	
  2013:	
  Adap9ve	
  
methods	
  

– Model	
  errors	
  assumed	
  negligible	
  
•  Bias	
  in	
  the	
  model	
  
– Dee	
  and	
  DaSilva,	
  1998,	
  Dee	
  2005:	
  Two	
  steps	
  
approach.	
  First	
  to	
  compute	
  bias;	
  second	
  to	
  perform	
  
bias	
  removal	
  and	
  obtain	
  analysis	
  

– Assump9on:	
  There	
  exists	
  a	
  subset	
  of	
  the	
  observing	
  
system	
  which	
  bias	
  is	
  negligible	
  compared	
  to	
  forecast	
  
bias	
  

Opera9onal	
  DA	
  systems	
  generally	
  contain	
  both	
  approaches	
  
9	
  



Dee	
  and	
  DaSilva	
  bias	
  correc9on	
  

Analysis	
  equa3on:	
  	
  

Second	
  Step:	
  Remove	
  the	
  bias	
  

First	
  Step:	
  Compute	
  the	
  bias	
  from	
  previous	
  cycle	
  

K	
  is	
  the	
  Kalman	
  gain	
  matrix.	
  Func9on	
  of	
  Pf	
  ,R-­‐1	
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Accoun9ng	
  for	
  model	
  errors	
  in	
  an	
  
ensemble-­‐based	
  DA	
  scheme	
  

•  Q	
  represents	
  model	
  
error	
  

•  EnKF	
  lacks	
  Q	
  
•  Compensates	
  through	
  

infla9on	
  of	
  P	
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Bias	
  correc9on	
  EDAS	
  
•  Covariance	
  infla9on	
  
–  Li	
  et	
  al	
  2009.	
  EnKF	
  with	
  infla9on	
  can	
  outperform	
  
varia9onal	
  DA	
  bias	
  correc9on	
  approach	
  in	
  sparse	
  data	
  
regions	
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Ini9aliza9on:	
  Two	
  general	
  approaches	
  

Fidelity	
  
•  Makes	
  correc9ons	
  to	
  the	
  

ini9al	
  condi9ons	
  to	
  stay	
  as	
  
close	
  as	
  possible	
  to	
  nature	
  

•  Full	
  field	
  ini9aliza9on	
  
•  Flux	
  correc9on	
  at	
  ini9al	
  

9me	
  
•  Field	
  alignments	
  

Mapping	
  
•  Maps	
  nature’s	
  ini9al	
  state	
  

into	
  a	
  state	
  in	
  the	
  model	
  
climatology	
  (aWractor);	
  
returns	
  to	
  nature’s	
  aWractor	
  
aZer	
  integra9on.	
  

•  Used	
  in	
  simplified	
  models	
  
•  Anomaly	
  ini9aliza9on	
  

Baek	
  et	
  al.	
  2006	
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Ini9aliza9on	
  approaches	
  
•  Magnusson	
  et	
  al	
  2012	
  

Conclusions:	
  	
  
Best	
  results:	
  momentum	
  flux	
  correc9on	
  approach	
  
Worst:	
  anomaly	
  ini9aliza9on	
  

Model:	
  ECMWF	
  IFS	
  (v	
  36r1)	
  coupled	
  with	
  NEMO	
  ocean	
  model	
  V3.0	
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From	
  DelSole	
  et	
  al	
  2007	
   15	
  



Empirical	
  bias-­‐correc9on	
  

From	
  DelSole	
  et	
  al	
  2007	
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From	
  DelSole	
  et	
  al	
  2007	
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Empirical	
  bias	
  correc9on	
  in	
  
opera9onal	
  sevngs	
  

•  State-­‐of-­‐the-­‐art	
  models	
  are	
  quite	
  complex	
  and	
  
biases	
  are	
  rela9vely	
  small,	
  par9cularly	
  at	
  short	
  
lead	
  9mes	
  for	
  some	
  variables	
  
–  E.g.	
  at	
  day	
  10,	
  the	
  SE	
  of	
  500hPa	
  forecasts	
  is	
  about	
  5%	
  
of	
  the	
  total	
  RMSE	
  

•  Tuning	
  or	
  re-­‐tuning	
  of	
  parameters	
  has	
  been	
  a	
  
preferred	
  approach.	
  This	
  is	
  done	
  constantly	
  on	
  
each	
  new	
  version	
  of	
  the	
  predic9on	
  system.	
  

•  Short	
  samples	
  (e.g.	
  a	
  few	
  seasons)	
  are	
  used	
  to	
  
iden9fy	
  bias.	
  Longer	
  samples	
  are	
  used	
  to	
  tune	
  
coupled	
  numerical	
  predic9on	
  systems	
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Stochas9c	
  approaches	
  

The	
  idea	
  is	
  to	
  compensate	
  for	
  the	
  “missing”	
  
terms,	
  and,	
  thus,	
  increase	
  the	
  ensemble	
  spread	
  
(or	
  diversify	
  the	
  membership)	
  

∫
=

++++=
T

t
jjjjjjjj dtteAtedPtePdeeTe

0
0 )],(),(),([)0()0()(

Ini9al	
  perturba9ons	
  

Model	
  Tendency	
  

Stochas9c	
  Perturba9on	
  

Buizza	
  et	
  al	
  2005	
   The	
  model	
  needs	
  informa9on	
  
about	
  the	
  sub-­‐grid	
  variability	
  

Remaining	
  tendency	
  component	
  (different	
  
physical	
  parameteriza9on	
  or	
  mul9-­‐model)	
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Stochas3c	
  Total	
  Tendency	
  Perturba3on	
  	
  
(Hou,	
  Toth	
  and	
  Zhu,	
  2006)  

 

NCEP	
  opera9on	
  –	
  Feb.	
  2010 
 

Xi
' = Xi +γ wi, j t( )

j=1

N

∑ Xj( )t − Xj( )t−6h#
$

%
&− X0( )t − X0( )t−6h#$ %&{ }

 Simplifica3on:	
  Use	
  finite	
  difference	
  form	
  for	
  the	
  stochas3c	
  term	
  
	
  
	
  	
  	
  	
  Modify	
  the	
  model	
  state	
  every	
  6	
  hours:	
  

Where	
  w	
  is	
  an	
  evolving	
  combina9on	
  matrix,	
  and	
  γ is	
  a	
  rescaling	
  factor. 	
  

);();(
,...,1

, tXTwtXT
t
X

jj
Nj

jiii
i ∑

=

+=
∂

∂
γFormula3on:	
  

Reference:	
  
	
  
1.	
  Hou	
  and	
  et	
  al:	
  2008	
  AMS	
  conference	
  extended	
  paper	
  
2.	
  Hou	
  and	
  et	
  al:	
  2010	
  in	
  review	
  of	
  Tellus	
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Snap	
  shot	
  of	
  NCEP	
  GEFS	
  changes	
  

Fall	
  2013	
   Fall	
  2009	
  

Changes	
  in	
  4-­‐year	
  

Stochas9c	
  Total	
  Tendency	
  Perturba9on	
  (STTP)	
  	
  
was	
  implemented	
  in	
  Feb.	
  2010	
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Results	
  using	
  STTP	
  on	
  extended	
  GEFS	
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Stochas9c	
  perturba9ons	
  

ECMWF	
  T850	
   NCEP	
  U850	
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Diagnos9c	
  variables	
  

An	
  area	
  of	
  much	
  development	
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Surface	
  variables	
  

•  Precipita9on,	
  2mT,	
  surface	
  wind,	
  etc.	
  
•  Ensemble	
  approaches	
  to	
  deal	
  with	
  these	
  
variables	
  quite	
  complex.	
  	
  
– Depend	
  on	
  surface	
  fluxes	
  that	
  are	
  difficult	
  to	
  measure	
  
– At	
  the	
  boundary	
  of	
  two	
  climate	
  components	
  with	
  two	
  
dis9nct	
  9me	
  scales	
  

–  Local	
  feedbacks,	
  subgrid-­‐scale	
  heterogeneity	
  
•  Bias	
  correc9on	
  approaches	
  are	
  generally	
  a	
  
posteriori	
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Climate	
  variables	
  

It	
  is	
  important	
  to	
  represent	
  model	
  uncertainty	
  in	
  other	
  components	
  of	
  the	
  global	
  
climate	
  system	
  	
  

Are	
  not	
  purely	
  atmospheric	
  but	
  depend	
  on	
  other	
  climate	
  components	
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Stochas9c	
  perturba9ons	
  vs	
  debiasing	
  

•  Inclusion	
  of	
  model	
  error	
  schemes	
  increases	
  the	
  
probabilis9c	
  skill	
  score	
  of	
  ensemble	
  forecas9ng	
  
significantly.	
  	
  

•  They	
  performs	
  best	
  in	
  the	
  free	
  atmosphere	
  
•  Mul9-­‐physics	
  schemes	
  increases	
  skill	
  at	
  the	
  surface.	
  Best:	
  

Combining	
  mul9-­‐physics	
  schemes	
  with	
  parameter	
  and	
  
stochas9c	
  perturba9ons	
  

•  Skill	
  benefits	
  comparable	
  to	
  calibra9on	
  and/or	
  debiasing.	
  
•  Debiasing	
  improves	
  reliability	
  at	
  the	
  expense	
  of	
  resolu9on	
  
•  The	
  use	
  of	
  model-­‐error	
  schemes	
  mostly	
  improve	
  the	
  

reliability	
  but	
  at	
  the	
  surface	
  there	
  is	
  a	
  small	
  but	
  significant	
  
improvement	
  in	
  the	
  resolu9on	
  component.	
  	
  

(Berner	
  et	
  al	
  2014)	
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Summary	
  

•  A	
  great	
  deal	
  of	
  effort	
  has	
  been	
  done	
  to	
  
remove	
  systema9c	
  errors	
  a	
  priori.	
  

•  Systema9c	
  error	
  correc9on	
  procedures	
  are	
  
applied	
  on	
  each	
  step	
  of	
  the	
  numerical	
  
predic9on	
  system.	
  

•  New	
  developments	
  to	
  represent	
  model	
  errors	
  
address	
  forecast	
  bias	
  of	
  the	
  full	
  PDF.	
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Thanks	
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Con9nuos	
  Rank	
  Probability	
  Score	
  
Quan9fies	
  the	
  distance	
  between	
  two	
  sta9s9cal	
  objects,	
  which	
  can	
  be	
  two	
  
probability	
  distribu9ons	
  or	
  samples;	
  or	
  the	
  distance	
  between	
  one	
  point	
  and	
  a	
  
distribu9on	
  

CRPS = 1
Cases

Fi
fcst (x)−Fi

obs (x)"# $%
−∞

∞

∫
i=1

Cases

∑
2

dx

CRPSS = (C −CRPS) /C
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Cray	
  Simula3on	
  

Cray	
  Simula3on	
  Satellite	
  Observa3on	
  

96-­‐h	
  Forecast	
  

From	
  Mel	
  Shapiro	
  

Current	
  model	
  outputs	
  look	
  very	
  realis9c	
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